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6時間集中講義



自然言語とニューラルネットワーク 第二部 RNNとLSTMの基礎



丸山不二夫



RNNの驚くべき能力について RNNとは何か？ LSTMの基礎



第二部 RNNとLSTMの基礎 Agenda



Part I



RNNの驚くべき能力について



Part I RNNの驚くべき能力について Agenda o 機械が学習・理解できることの拡大 o RNNの能力について Sepp Hochreiter o RNNによる文の生成 Ilya Sutskever o RNNの驚くべき能力 Andrej Karpathy o 文法の階層性 -- Chomsky Hierarchyについて o Google ニューラル機械翻訳



機械が学習・理解できることの拡大



機械は、「何」を理解できるか？ o 機械は、「何」を理解・学習できるのか？ 画像認識や自動運 転技術のような、生物の感覚・運動系の能力の機械での対応 物については、機械の能力の評価は、比較的容易である。 o 問題は、我々の認識能力が、具体的な感覚・運動系の能力に はとどまらないということ。人工知能研究の大きなターゲットの 一つは、人間の言語能力である。この分野で、機械は、「何」を 理解・学習できるようになったのだろうか？



機械は、「文法」を理解できるか？ o 言語能力の領域には、「意味の理解」をはじめとして、未解明 の問題がたくさんある。ここでは、問題を限定して、機械は、自 然言語のものであれ、人工的に構成されたものであれ、言語 の構文規則である「文法」を、理解できるのかという問題を考え てみよう。 o 既に1990年代に、Hochreiterは、有限状態オートマトンで記 述される構文規則を、 RNNが、理解・学習できることを発見し ていた。 o 2011年、 Ilya Sutskever らは、5億文字ものテキストを RNNに学習させ、学習したテキストに近い文体の文章を生成 して見せた。文法にはかなっているように見えるが、意味をなさ ない文章だったが。



LaTexやCの文法は、理解・学習できた 自然言語の文法理解へ o 2015年、Andrej Karpathy は、Stack Theoryの膨大 なドキュメントをRNNに学習させ、一見すると数学の論文 に見える文書を生成してみせる。彼は、また、 Linuxの膨 大なソースコードをRNNに学習させ、Cのコード（に見える もの）を生成して見せた。これは、機械が、文脈自由文法で あるLaTexやC言語の構文規則を、理解・学習できること を示すものだ。 o 2016年の、Googleニューラル機械翻訳は、これらの先行 する機械の文法理解の能力に関する仕事を、さらに一歩 進めるもののように、僕は考えている。 o ここでは、こうした流れを振り返ってみよう。



RNNの能力について -- LSTM原論文を読む “Long Short Term Memory”



Sepp Hochreiter et al. https://goo.gl/sDAq81 1997年



Hochreiterの90年代の発見 o LSTMの提案者であるHochreiterは、1990年代に、既に RNNが、 極めて高い、認識能力を持つことを発見していた。LSTMの原論文に、 詳細に、多数の実験結果が報告されている。ここでは、その中から、三 つほどの例を紹介する。 o 一つは、有限オートマトンの生成する文字列の規則性を、LSTMが認 識できるという実験結果である。これは、認知心理学の分野で、人間 が持つ「人工的文法の学習（Artificial grammar learning）」能力と して研究されていたものである。 https://goo.gl/VgvboK o もう一つは、LSTMが、掛け算を学習できるという実験である。ニューラ ルネットが、任意の関数の近似が可能であることは知られていたのだ が、これはこれで興味ふかい実験である。 o 最後は、あるルールに従って、時間的に離れたところで起きるイベント のパターンを、LSTMが学習できるという実験である。これは、人間でも 手こずりそうかもしれない。 o いずれの実験も、膨大な学習の繰り返しが必要である。



人工的な文法の学習 実験 1: REBER GRAMMAR



例えば、次の文字列、VXVS, TPTXVS は、文法にあっているが、 VXXXS, TPTPS は文法的ではない。



実験 1: Embedded Reber grammar LSTMは、この文法を学習できる！



掛け算の学習 実験5: MULTIPLICATION PROBLEM o Task. Like the task in Section 5.4, except that the first component of each pair is a real value randomly chosen from the interval [0; 1]. In the rare case where the rst pair of the input sequence gets marked, we set X1 to 1.0. The target at sequence end is the product X1 x X2.



LSTMは、足し算（実験4）も掛け算も学習できる！



実験6:TEMPORAL ORDER 先頭にE、最後にBが入っている（固定）、長さ100〜110（可変）の文字列がある。 固定



固定



B



E 100〜110



先頭のE、最後のB以外の場所には、a, b, c, d の文字がランダムに入っている。



E



a



d



b



c



c



a



B



ただし、先頭から10〜20番目と50〜60番目のランダムに選ばれたな二箇所に、 XまたはYの文字が入っている。



B



E 10〜20 50〜60



例えば、次の二例は、条件を満たすが、三番目の例は、条件を満たしていない。



E



Y



X



B



X



B



X



B



13 51



E



X 17 59



E



X 21 59



この時、範囲指定された二箇所に、 X,Xが入っているならQ、 X,Yが入っているならR、 Y,Xが入っているならS、 Y,Yが入っているならU として、与えられた文字列を分類する。 先の第一例はS、第二例はQ、 第三例は、そのいずれでもないことになる。



Task6bは、三箇所版。 X,X,X -> Q; X,X,Y -> R; X,Y, X -> S; X,Y,Y -> U; Y,X,X -> V ; Y,X,Y -> A; Y,Y,X -> B; Y,Y,Y -> C の8分類。



RNNによる文の生成 “Generating Text with Recurrent Neural Networks”



Ilya Sutskever et al. http://goo.gl/vHRHSn 2011年



ニューラルネットによる文章の生成 o Googleの Ilya Sutskeverは、文字数が5億文字にもの ぼるテキストを長い時間をかけてRecurrent Neural Nets に学習させ、次のページのような文章を生成するこ とができた。



“An example of what recurrent neural nets can now do” WikiPedia で学習したもの o The meaning of life is the tradition of the ancient human reproduction: it is less favorable to the good boy for when to remove her bigger. In the show’s agreement unanimously resurfaced. The wild pasteured with consistent street forests were incorporated by the 15th century BE. In 1996 the primary rapford undergoes an effort that the reserve conditioning, written into Jewish cities, sleepers to incorporate the .St Eurasia that activates the population. http://goo.gl/vHRHSn



“An example of what recurrent neural nets can now do” New York Timesで学習 o while he was giving attention to the second advantage of school building a 2-for-2 stool killed by the Cultures saddled with a halfsuit defending the Bharatiya Fernall ’s office . Ms . Claire Parters will also have a history temple for him to raise jobs until naked Prodiena to paint baseball partners , provided people to ride both of Manhattan in 1978 , but what was largely directed to China in 1946 , focusing on the trademark period is the sailboat yesterday and comments on whom they obtain overheard within the 120th anniversary , where ...... http://goo.gl/vHRHSn



RNNの驚くべき能力 "The Unreasonable Effectiveness of Recurrent Neural Networks”



Andrej Karpathy http://goo.gl/mNqwCv 2015年



RNNが産み出した 数学論文モドキ Stack Theory の教科書を 「学習」させたもの



RNNが産み出した 数学論文モドキ Stack Theory の教科書を 「学習」させたもの



RNNが産み出した 数学論文モドキ Stack Theory の教科書を 「学習」させたもの



RNNは、Latexの構文規則を学習し、 こうしたシーケンスを構成できる。



RNNが産み出した Cプログラム・モドキ Linuxのソースコードを 「学習」させたもの



RNNが産み出した Cプログラム・モドキ Linuxのソースコードを 「学習」させたもの



Generating Baby Names from 8000 baby names o Rudi Levette Berice Lussa Hany Mareanne Chrestina Carissy Marylen Hammine Janye Marlise Jacacrie Hendred Romand Charienna Nenotto Ette Dorane Wallen Marly Darine Salina Elvyn Ersia Maralena Minoria Ellia Charmin Antley Nerille Chelon Walmor Evena Jeryly Stachon Charisa Allisa Anatha Cathanie Geetra Alexie Jerin Cassen Herbett Cossie Velen Daurenge Robester Shermond Terisa Licia Roselen Ferine Jayn Lusine Charyanne Sales Sanny Resa Wallon Martine Merus Jelen Candica Wallin Tel Rachene Tarine Ozila Ketia Shanne Arnande Karella Roselina Alessia Chasty Deland Berther Geamar Jackein Mellisand Sagdy Nenc Lessie Rasemy Guen Gavi Milea Anneda Margoris Janin Rodelin Zeanna Elyne Janah Ferzina Susta Pey Castina



タモリの「四カ国麻雀」 「ハナモゲラ日本語」は、 RNNで真似できる。 （多分）



マシンは、簡単な文法を理解できる o これらの取り組みは、マシンが、例えば、C言語の構文や、 LaTexの構文は、ほぼ完璧に学習していること示しており、 興味深いものだ。ただし、自然言語の生成では、いくつか の破綻が見られる。 o このことは、プログラム言語の文法規則が、基本的には 「文脈自由文法（レベル2）」で、自然言語の文法規則であ る「文脈依存文法(レベル1)」よりも単純であることの表れ として理解できる。より単純な、有限オートマトンで表わさ れる「正規文法（レベル3）」の構造を、その出力から推定 する問題が、膨大な計算を必要とするように、ここでは、膨 大な計算が行われている。 o もちろん、このアプローチの最大の問題は、文の「意味」を 捉え損ねていることである。文字通り「意味がない」のだ。



Googleのニューラル機械翻訳 （１） "Google’s Neural Machine Translation System: Bridging the Gap between Human and Machine Translation”



Yonghui Wu et al. https://goo.gl/YqlAAW 2016年



システムの構成図



以前のGoogle翻訳との比較



翻訳結果を、0~6の７段階で、人間が評価したもの。 以前のGoogle翻訳と比較して、58%~87%の改善が見られる。



以前のGoogle翻訳（PBMT）、現在のGoogle翻訳 (GNMT)、人間による翻訳 の得点分布 英語 -> スペイン語の500サンプルの翻訳



Googleのニューラル機械翻訳 （2） "Google’s Multilingual Neural Machine Translation System: Enabling Zero-Shot Translation”



Melvin Johnson et al. https://goo.gl/islUXa 2016年



多言語対応のニューラル機械翻訳システム o 単一のニューラル機械翻訳（NMT）モデルを使用して、複数の 言語どうしを翻訳する、シンプルで洗練されたソリューション。 o 基本のアーキテクチャーからモデルのアーキテクチャーを変更 する必要はない。代わりに入力文の始めに特殊な人工的な トークンを導入して、必要なターゲット言語を指定する。エン コーダ、デコーダ、アテンションを含むモデルの残りの部分は 変更されず、すべての言語で共有される。 o WMT‘14のベンチマークでは、多言語モデルが、単一の英語 -> フランス語翻訳に匹敵するパフォーマンスを達成。英語 > ドイツ語の翻訳では、最先端の結果を凌駕。同様に、単一 の多言語モデルは、それぞれ、フランス語 -> 英語とドイツ語 -> 英語のWMT’14とWMT‘15ベンチマークの最新の結果を 上回る。



ゼロ・ショット翻訳 o 単一のモデルで複数の言語ペアをモデリングすることの驚くべ きメリットは、モデルが、これまで見たことのない言語ペア間の 翻訳（ゼロ・ショット翻訳）を暗黙のうちに学習すること。 o たとえば、ポルトガル語から英語、英語からスペイン語のサン プルで訓練された多言語NMTモデルでは、その言語ペアの データは見当たらないにもかかわらず、ポルトガル語からスペ イン語への合理的な翻訳が生成する。 o 問題の言語ペアの追加データをほとんど使わずに、ゼロ・ ショット言語ペアの品質を簡単に改善できる。 o これは、共有アーキテクチャにより、モデルがこれらすべての 言語間のインターリンガを学習できるためだと考えている。



InterLinguaの存在 o 言語にかかわらず、ネットワークは、同じ意味を持つ文章が同 じような方法で表現される、何らかの共有表現を学習している のか？ o ソースまたはターゲット言語に応じて、文章がクラスタリングさ れているのか？ あるいは、言語にかかわらず、同様の意味を 持つ文章がクラスタリングされるのか？ を調べる。 o いくつかの訓練されたネットワークは、実際に共有表現の強い ビジュアルな証拠を示す。



5.1 Evidence for an Interlingua



この同じ色のクラスターは、 同じ意味を持つことを、 表している。



「成層圏は、高度10kmから 50kmの範囲にあります。」



英語 韓国語 日本語



Part II



RNNとは何か



Part II RNNとは何か Agenda o RNNは、どう作られるか？ o RNNをグラフで表す-- 展開形と再帰形 o Sequence to Sequence o RNNでの φ ( WX + b ) の応用 o 20数年前、いったん放棄されたRNN o RNNの復活



RNNは、どう作られるか？



入力層・隠れ層・出力層の三層からなる単純な、フル・コネク トのネットワークを考えよう。これをユニットとして組み合わせ て複雑なネットワークを構成することを考える。 一つの方法は、これを縦に並べることである。もう一つの方法 は、ユニットを横に並べることである。



縦方向に 並べる



横方向に 並べる



DNN（Full Connect Feed Forward Network) o 縦に並べる場合、一つ上に積み上げるごとに、上のユニットの 入力層のノードの数を、すぐ下のユニットの出力層のノードの 数とを同じにして、重ね合わせれば、どんどん縦に積み重ねる ことができる。しかも、出来上がったグラフは、自然にフル・コネ クトのネットワークになる。 o これがDNNである。（正式には、Full ConnectのFeed Forward Network である。）



縦方向に 並べる



単純なネットワーク



Full Connect



横方向に 並べる



DNN



RNN



RNNは、Recurrentなネットワーク o 横に並べる場合、ただ、横に並べただけでは、一つのネット ワークにはならない。そこで、隣り合うユニットの隠れ層のノー ド同士を、フル・コネクトでつなぐこととする。 o これが、RNNである。と言いたいところだが、RNNには、ユニッ トを横につなげる時に、大きな条件が課せられている。それは、 横につながるユニットは、同じ形のユニット（それぞれの入力 層・隠れ層・出力層のノード数が同じ）でなければならないとい う条件である。要するに、RNNとは、同じ形のユニットが、横に 「繰り返される」形のネットワークなのである。 o ただ、それだけではない。RNNには、もっと強い条件がある。 横に繰り返されるのは、「同じ形」のユニットではなく、全く「同 じ」ユニット（各ノードの重み、バイアスといったパラメーターも 同一）の再帰的繰り返しであるという条件である。そのことで、 RNNは、“Recurrent” Neural Networkと呼ばれる。



RNNをグラフで表す-- 展開形と再帰形



ここでは、RNNのネットワークの構成を、グラフで表してみよ う。二つの表し方がある。展開形と再帰形である。



RNNのグラフの表記 o 入力層・隠れ層・出力層の三層からなる単純なネットワークを 考えよう（次の図の上）。これを、TensorFlowのグラフで書け ば次のようになる（次の図の中）。ここでは、ニューラル・ネット ワークの基本的な計算式 φ( WX + b ) が、明示的に図示 されている。 o 新しい表記は、このグラフの細部を省略したものだ（次の図の 下）。重みのパラメーターのU, Vのみを残して、二つのバイア スbも二つの活性化関数φも表記上からは消えている。ただ、 入力ベクトルxが、パラメーターUの作用を受けて隠れ層のベ クトルhを形成し、隠れ層ベクトルｈが、パラメーターVの作用を 受けて、出力ベクトルoに変換されることは、きちんと表現され ている。



グラフの表記について ニューロンが 2 + 3 + 2 = 7個 これは、簡単すぎる。



これでも簡単すぎる。 M1



X1 H1 X2



M2



Y1



M3



Y2



H2 X3 H3 X4



M4



実際の例



これでも省略 されている 784->8



先の 784 + 16 + 10 の フルコネクトのニューラルネットを、 省略せずに描いてみた場合



？



先の 784 + 16 + 10 の フルコネクトのニューラルネットを、 省略せずに描いてみた場合



グラフの表記を変える 入力層・隠れ層・出力層 からなる単純なネットワ ークがあったとしよう。 TensorFlowのグラフで 書けば次のようになる。



TensorFlowでのDNNのグラフ



U ｘ



bU 積



V



和



φ



多数のニューロン



ｈ



bV 積



和



φ



o 多数のニューロン



多数のニューロン



グラフの表記を次のように変える



x



U



h



V



o



上のグラフの細部を省略 してU,Vのみを残して、 入力ベクトルxが、出力ベ クトルoに変換されることを 左のように表す。



o こうした表記（ただし、今度は、入力層を下に、出力層を上にし ている（次の図の左））を用いると、単純な三層のニューラル・ ネットワークを横に並べ、隣り合う隠れ層のノードをフル・コネク トで結んだネットワーク（次の図の右上）は、次の図の右下のよ うに表されることになる。 o この図では、パラメーターのU1, U2, U3 も、V1, V2, V3 も、W1, W2 も、それぞれ異なっていることに注意しよう。 これは、横につなげられたニューラル・ネットワークが、それぞ れ異なったパラメーターを持つ、異なったネットワークであるこ とを表している。



上のネットの表記



単純なネットの表記



o



多数のニューロン



V h



多数のニューロン



重みは、皆違う



U x



多数のニューロン



o ところで、前にも述べたように、単純なニューラルネットを横に つなげたものがRNNではないのだ。 o 次の図の右の方を見て欲しい。そこには、パラメーターは、U, V, W の三つしかない。 o 左の図の U1=U2=U3=U, V1=V2=V3=V, W1=W2=W としたものが、右のグラフである。これが、 RNNのグラフになる。 o RNNは、同じパラメーターを持つ、同じニューラル・ネットワーク を横につなげたものだ。この図では、三つのニューラルネットが 横につながっているように表記されているが、この三つの ニューラルネットは、同じパラメーターを共有している同一の ネットワークである。



パラメーターを共有する



パラメーターを共有する 重みは、皆違う



重みは、皆同じ



こちらが、RNN



見方を変えてみよう。再帰形の表記 o もしも、先の図で、入力層からの三つの入力が「同時」に与えら れることがなく、「別々」に与えられるなら、この三つのネット ワークは、一つのネットワークの別々の場合の状態を表してい ると考えることができる。 o 次の図の左を見て欲しい。これが、RNNの一つの表示である。 一つのネットワークだ。これを再帰形という。 o 注目して欲しいのは、隠れ層hの出力は二つに分かれていて、 出力層oに向かうものと、隠れ層h自身に向かうものがあると いうこと。ループがあるのだ。Full ConnectのFeed Forward のネットワークには、ループは存在しなかった。このことは、 RNNの大きな特徴の一つである。（Back Propargationは、 Feed Back Loopと考えていいのだが。）



再帰のループを、繰り返しの形に展開する



展開する



ループ！ 重みは、皆同じ



再帰で表す



繰り返しの形を、再帰で表現する



再帰形の「ループ」は、展開形の「横串」に対応する



重みは、皆同じ



Sequence to Sequence



ここでは、RNNがなぜ "Sequence to Sequence" の Neural Network と呼ばれるのかを説明しようと思う。



展開形と再帰形、二つの表示は同じものである o この一つのネットワークに「別々」に、というか、次々と入力が 与えられると、この一つのネットワークの状態は、次々に変化 していく。こうした状態の変化を、入力ごとに表現したものが、 今まで見てきた右側の図だと考えればいい。これらは、基本的 に、同じものを表現している。 o 確かに、右の表示でも、隠れ層hの出力は二つに分かれてい て、出力層oに向かうものと、隠れ層h（ただし、隣の）に向かう ものがある。もちろん、それは、RNNを、隣り合うネットワーク の隠れ層同士を結ぶものとして導入してきたので、当然なのだ が。ただ、そのイメージは、RNNの実装を考える時には、捨て たほうがいい。一方で、RNNの動作をイメージするには、こうし た展開形が、ずっとわかりやすい。



Sequence – 順序を持つ継起 o 先にも触れたが、左の表示と右の表示が、同じものになるため には、右側の表示の入力が、「同時」には与えられないことが、 前提である。 o 入力と状態の変化が、時間上で起きると考えるのは自然であ る。先の図でも、添え字に用いられている (t-1) -> (t) -> (t+1) は、時間の変化に対応していると考えることもできる。 ただ、本当に重要なことは、この変化が、あとさきの「順序」を 持って継起することである。時間は、順序を持つ継起の一つの 身近な例にすぎない。 o こうして、RNNは、順番を持つ入力 x1, x2, x3, .... を、出 力 o1, o2, o3, ... に変換するのだが、この出力 o1, o2, o3, ... も、当然、順番を持ち、順番を保つ。Sequence x1, x2, x3, .... は、Sequence o1, o2, o3, ... に変換され ることになる。



RNNのバリエーション o RNNには、下図に見るように、様々なバリエーションがある。 これまで見た”Sequence to Sequence”は、ここで の”many to many” の一例である。



RNNのバリエーション LSTMを上下二段に重ねたもの



こちらは、LSTMを上下三段に重ねたもの しかも、下二段は、逆方向に情報が流れる。



RNNのバリエーション LSTMの８段重ねが、二つ！



これがGoogle翻訳の アーキテクチャーだ



RNNでの φ ( WX + b ) の応用



基本式 φ ( WX + b ) o 先に、次のようなグラフの表記法を導入した。（繰り返しになる が、次図の一番下） o この表記では、大きな流れは分かりやすくなるのだが、実際に、 どのような処理がなされているのかは、この表記ではわからな い。その点では、TensorFlowでのグラフ表記の方が、細かい ところまでよくわかった。 o このTensorFlowのグラフが表しているのは、フルコネクトの ニューラルネットのある層の出力は、φ ( WX + b ) という 形で表せるということである。ここにφ は、その層の活性化関 数、W はその層の重み、b はその層のバイアス、X はその層 への入力である。 o この計算式 φ ( WX + b ) は、とても基本的なものである。



グラフの表記を変える 入力層・隠れ層・出力層 からなる単純なネットワ ークがあったとしよう。 TensorFlowのグラフで 書けば次のようになる。



TensorFlowでのDNNのグラフ



U ｘ



bU 積



V



和



φ



ｈ



bV 積



和



φ



o



グラフの表記を次のように変える



x



U



h



V



o



上のグラフの細部を省略 してU,Vのみを残して、 入力ベクトルxが、出力ベ クトルoに変換されることを 左のように表す。



新しいグラフ表記を式で表す o ここでは、復習を兼ねて、三層からなる単純なネットワークの新 しいグラフ表記を、この式で表してみよう。それが、次の図であ る。 o 内容的には、先の図で、TensorFlowのグラフが表しているも のと同じである。ただ、グラフが表しているものを式で表すと、 細かなところまではっきりとわかる。 o これは大事なことで、RNNのような複雑なネットワークでは、グ ラフだけすますと、肝心のところがわからなくなる。グラフと式を 併用するのがいい。もちろん、基本的な情報は、式の方にある。



単純なネットワークでの φ ( WX + b ) の復習



o



多数のニューロン



V h



多数のニューロン



U x 多数のニューロン



o = φo( Vh + bo )



h = φh( Ux + bh )



φ：活性化関数 W：重み b：バイアス X：入力



o ：出力層のベクトル φo：出力層の活性化関数 V ：出力層の重み bo：出力層のバイアス h ：隠れ層のベクトル h ：隠れ層のベクトル φｈ：隠れ層の活性化関数 U ：隠れ層の重み bｈ：隠れ層のバイアス x ：入力層のベクトル



RNNのグラフ表記を式で表す o 出力層の式は同じだが、隠れ層の式に、ちょっとした変化があ る。それは、RNNの隠れ層が、入力層からだけでなく、隣の隠 れ層からの入力も受けるので当然のことである。 o 上の図で、赤い字で書かれた部分が、それである。 o RNNでは、隣り合う隠れ層は、フルコネクトでつながっている。 隠れ層同士のつながりの重みをWとすれば、隣の隠れ 層 h(t-1)から受け取るベクトルは、Wとh(t-1)をかけたも のになる。それは、隠れ層が、重みU でフルコネクトでつな がっている入力層 x(t)から受け取るベクトルが、Uとx(t) を かけたものになるのと同じことである。 o こうして、RNNの隠れ層が外から受け取るベクトルは、入力層 からくるベクトルに、隠れ層からくるベクトルを足したものだと考 えればいいことになる。



RNN(展開形)での φ ( WX + b ) の応用



oｔ-1



oｔ



ot = φo( Vht + bo )



hｔ



ht = φh( Uxt + Wht-1 + bh )



V hｔ-1



W U



xｔ-1



xｔ



新たに追加された項。 隣の隠れ層の寄与分。 もちろん、重みxベクトル の形をしている。



Minimal character-level language model with a Vanilla Recurrent Neural Network



hst = tanh(Wxh・xst + Whh・hst-1 + bh ) yst = Why・hst https://goo.gl/5npVuw



Back Propagation



http://cs231n.github.io/neural-networks-case-study/#grad



先のプログラムを図示したもの。 入力した文字に対して、次に来る 文字の予想が出力される。 http://goo.gl/mNqwCv



20数年前、いったん放棄されたRNN



o テキストの文字列や音素のつらなりである人間の発話、あるい は音楽の音やビデオのフレームのようなSequentialなデータ は、我々の周りに多数存在している。こうしたSequentialな データを、単純なニューラル・ネットを横に連ねたニューラル・ ネットで解析しようとするRNNは、当初、大きな関心を集めたよ うだ。今から、20数年前のことだ。 o 隠れ層をつなぐ接続を同じ重みのパラメーター W を共有し、 同一のネットワークを繰り返し利用するというアイデアで、実装 の負担も抑えられそうに見えた。



かつてのRNN o 当時のRNNは、次のような形をしていたらしい。先のコードと 同じである。



この式に問題があったわけではない。この構成のRNNは、繰り返しの少ない短い 系列なら、ちゃんと動くのだ。問題は、他のところにあった。



勾配の消失（あるいは、爆発）の問題 o ところが、この試みはうまくいかなかった。RNNでは、Back Propagation / Gradient Descent を使った学習アルゴリ ズムがうまく働かないのだ。横に並ぶネットワークの数が増え るにつれて、パラメーターを修正する勾配が、どんどんゼロに 近づいてゆくのだ（時には、爆発的に増大することもあった）。 「勾配の消失（あるいは、爆発）の問題」という。



DNNとRNNの違い o Full ConnectのDNNとRNNとでは、単純なニューラルネット を、縦に並べる、横に並べるだけではない違いがある。 o Full ConnectのDNNでは、各層ごとの重みのパラメー ター Wi は、一般には異なっている。RNNでは、隠れ層を結ぶ 重みのパラメーター W は、常に同じである。DNNの場合には、 勾配の消失が起きそうになったら、一つ一つの層の「学習率」 を個別に修正して、問題に対応できる。これは、いささか姑息 な手段だが、DNNでは有効である。しかし、この方法は、常に 全く同じ形でパラメーターを適用するRNNには、適用できない。 o さらに、一般的には、DNNでの縦への積み重ねより、RNNで の横の繰り返しは長くなる傾向がある。50段重ねのDNNは、 あまり見たことないが、50文字以上の文字列を扱うRNNを作 ろうとするのは自然である。



Full Connect



DNN



RNN



パラメーターWiが違う



パラメーターが同じW



損失関数は、先行する状態の再帰的な関数



損失関数の微分 (合成関数の微分)



この積が、どんどん長くなる



Bengioの論文 o いろいろやって見たらしいが、実験結果は、思わしくなかった。 o そこにある論文が登場する。1994年、Bengioらが、 "Learning Long-Term Dependencies with Gradient Descent is Difficult" という論文を発表する。この論文は、 長いRNNでの学習の難しさを、理論的に証明したものだった。 o 実は、それより早く、1991年に、Hochreiter がドイツ語で書 いた修士論文で、同じ証明を与えていたことが、現在では知ら れている。 o これらの論文で、RNNの学習の困難の理論的根拠が明らかに されたことを受けて、当時のニューラルネットの世界では、 RNNの探求は、事実上、放棄されることになった。



RNNに内在する困難 “Learning Long-Term Dependencies with Gradient Descent is Difficult”



Yoshua Bengio et al. https://goo.gl/lGBWsP 1994年



xt=tanh( 1・ht + W・xt-1 ) x 1 h ＋



-



次のような入力をあたえる。



次のような単純化したRNNを考える。



初期の入力の符号（+-）で与えられた 情報を、このユニットは、記憶できるか？ Tが大きくなるにつれて、それは、極端に 難しくなる。



長期的な依存関係は短期依存性と比較して、 指数関数的に小さな重みを持つ



これは、aTが、他のより良い値にジャンプすることを 可能にするWの変化が存在しても、Wに関するコスト の勾配はこの可能性を反映しないことを意味する。 これは、Wの小さな変化は、ほとんどの場合、近い過去 （tに近いT）で感じられるためである。



スペクトル半径


RNNの復活



RNNは、その“Sequence to Sequence”の能力を生かし て、現在は、Deep Learningの主役の一人に返り咲いてい る。では、先に見たRNNの抱えていた困難は、どのように克 服されたのであろうか？



o RNNの復活に大きな役割を果たしたのは、皮肉なことに、 RNNの抱えている困難を原理的に明らかにし、いわば、かつ てRNNに「引導」を渡した二人、Hochreiter とBengioである ことに気づく。 o それは、本当は、皮肉なことではないのかもしれない。問題の 難しさを一番よく理解している人が、問題の解決に一番近いと ころにいるのは、ある意味自然なことであるのだから。



o 1997年に、Hochreiter と Schmidhuberが論文 “Long Short Term Memory ”で導入したLSTMは、現在のRNN技 術の中核となった。Googleの「ニューラル機械翻訳」もLSTM ベースである。LSTMについては、後で、詳しく見てみたいと思 う。 o 去年 2016年の6月のICML (International Conference on Machine Learning)で、Bengioが、面白いタイトルの講 演をしている。タイトルは、"Learning Long-Term Dependencies with Gradient Descent is Difficult" 。 そう、1994年に、彼がRNNの原理的な困難を明らかにした論 文と同じタイトルである。



Back to the Future o ポイントは、この講演が、このカンファレンスの “Neural Nets Back to the Future” というワークショップで行われているこ と。 このワークショップの目的は、次のようなものだ。 o 「ディープ・ラーニングの研究が今日非常に活発なので、私た ちは一歩踏み込んでその基礎を調べることができるでしょう。 私たちは、ニューラルネットワークに関する過去の研究を批判 的に見て、今日の研究との違いをよりよく理解しようと提案しま す。過去の取り組みは、従うべき有望な方向、回避すべき落と し穴、再考すべきアイディアや前提を、私たちに示すことができ ます。同様に、今日の進歩は、何が今後も研究されるべきか、 何が解決されたのかを、批判的検討することを可能にしま す...」 o こうした趣旨からいえば、1994年のBengioの論文は、取り上 げられてしかるべきものの一つだろう。



https://goo.gl/RB3mu9



Part III



LSTMの基礎



Part III LSTMの基礎 Agenda o LSTMをRNNと比較する o LSTMは「記憶」を持つ o LSTMの振る舞いを可視化する o LSTM -- Gateを持つRNN o LSTMの構成を、別のスタイルで概観する o LSTMの働きを詳細に見る n n n n



Input Unit と Input Gateの働き Memory Unit と Forget Gateの働き Status Unit とOutput Gateの働き LSTM の働きを式で表す（まとめ）



LSTMをRNNと比較する



Ct-1



+



X



Ct LSTMは、RNNの一種である。ただ、LSTMは、単純なRNN とは異なっている。ここでは、LSTMと単純なRNNを比較して tanh みようと思う。 X



σ ht-1



ht



σ



tanh



[ ht-1 , xt ]



xt



σ



X



ht



RNN o かつてのRNN(以下、単にRNNと呼ぶことにする)は、次のよう な形をしていた。



重みは、皆同じ



再帰形でのループと、 展開形での横串は、 対応する



RNNでの情報の流れ o RNNでの情報の流れは、次の三つからなる。 1. 入力から隠れ層へ。 xt→ht 2. 前の隠れ層から現在の隠れ層へ。ht-1→ht 3. 隠れ層から出力へ。ht→ot （2. の部分が、RNNで新しく付け加わったもの。） o 前の層の状態と現在の入力から、新しく現在の状態が生成さ れる。RNNの状態は、前の層の状態と現在の入力で、毎回、 書き換えられることになる。 o 単純なRNNは、次の式で表すことができた。



ｈt = Wht-1 + Uxt + b ot = tahn ( ht )



RNNの内部を、簡単に見てみよう。RNNは、ht を生成する層と、 Ot を生成する層の二つからできている。



毎回、書き 換えられる



もう少し詳しく、RNNの内部を見てみよう。 かつての単純なRNNは、次の式で、h層の計算をしていた。



単純なRNNの関係式を、先のRNNのグラフに書き込んでみよう。 次の図が、それである。出力層では、活性化関数とバイアスが省 略されている。



毎回、書き 換えられる



LSTM o RNNでは、横の繋がり（展開形で）は、h層の一本だけだった のだが、LSTMでは、もう一本多く横のつながりを持つ。このc 層は、LSTMで新たに付け加えられたものだ。LSTMでは、こ の層が独自の大事な働きをすることになる。（Memory Cell） o この図では、入力は水色、出力は緑色で表されているのだが、 RNNは、二つの入力 ht-1 、xt を持ち、二つの出力 ht 、ot を持つ。それに対して、LSTMは、三つの入力 ht-1 、ct-1、xt を持ち、三つの出力 ht 、ct、 ot を持つ。



LSTMに導入された、もう一つの「状態」 o LSTMでは、RSSの状態 ht に加えて、もう一つの状態 Ct が 追加されている。ここが、単純なRSSと大きく違うところだ。 o この状態 Ct は、一つ前の状態 Ct-1 と、一つ前のLSTMの状 態 ht-1 と、現在の入力 ot から作られる。 o 一つ前の状態 ht-1 と、現在の入力 ot に依存するという点で は、 RSSの状態 ht と同じである。 o LSTMの状態 ht は、この状態 Ct から作られる。



この状態 Ct を、「記憶（Memory）」と呼ぶ。



RNNとLSTMの比較 入力



RNN



出力



LSTM oｔ-1



oｔ



oｔ+1



oｔ-1



oｔ



oｔ+1



Cｔ-1



Cｔ



Cｔ+1



hｔ-1



hｔ



hｔ+1



hｔ-1



hｔ



hｔ+1



xｔ-1



xｔ



xｔ+1



xｔ-1



xｔ



xｔ+1



LSTMの内部を、簡単に見てみよう。（詳細な説明は、後にする。） 基本的には、左の図に対応して、LSTMは、 状態 ht を生成す る層と、ct を生成する層の二つからできている。



もう少し詳しくみてみよう。



ＬＳＴＭでは、次のことに注意しよう。 o 第一に、LSTMの出力 ot は、htと同じものである。先ほど、三 つの出力があると書いたが、三つのうち二つは、同じ ht であ る（右の図で、上方向と横方向の出力の ht ）。右と左の図を 比べて、c層の位置とh層の位置が、上下反対のように見える のは、h層が出力を行う層だからである。また、右図の大きな 回り道は、ht が、二箇所で利用されているからである。 o 第二に、それでは、情報の流れは、右の図の大きなノード間の、 c層からh層への流れであって、左の図にあるような h層からc 層の流れは、存在しないのであろうか？ そうではない。h層へ の入力である ht-1 は、入力 xt と合流して、それがc層に流 れている。ここでは、二つの入力を合流させるのに、二つのベ クトルを横に繋げて連結するという方法を取っている。（右図の 下の方）



ht



展開形



これが、LSTM X tanh



Ct-1



X



+



hｔ を生成 Cｔ を生成



Ct



X tanh



ht-1 X は、Gate



[ ht-1 , xt ]



xｔ



ht



ht それぞれの 働きを、書き 込んで見た。



X



展開形 状態 を生成



tanh



Ct-1



X



+



記憶 を生成



Ct



X tanh 入力 を生成



ht-1 X は、Gate



[ ht-1 , xt ]



xｔ



ht



LSTMを再帰形で 表してみよう



ht Ctのループ



X tanh



X



+ t --> t+1



X



t --> t+1



tanh [ ht-1 , xt ]



xｔ



ステップを一つ進める



LSTMを再帰形で 表してみよう



ht Ctのループ



X tanh



X



+ t --> t+1



t X a n + X h h 再帰形でのループ一つは、 展開形での横串一本に 対応する



X



t --> t+1



tanh [ ht-1 , xt ]



xｔ



ステップを一つ進める



htのループ



ht



LSTMを再帰形で 表してみよう



X tanh



X



+ t --> t+1



X



t --> t+1



tanh [ ht-1 , xt ]



xｔ



ステップを一つ進める



htのループ



ht



LSTMを再帰形で 表してみよう



X tanh



X



+ t --> t+1



t X a n + X h h 再帰形でのループ一つは、 展開形での横串一本に 対応する



X



t --> t+1



tanh [ ht-1 , xt ]



xｔ



ステップを一つ進める



LSTMは「記憶」を持つ



Ct-1



ht



+



X



Ct ここでは、LSTMが、「記憶」を持つことを述べようと思う。



tanh C ユニットが、「記 LSTMでは、RNNに新たに追加された t X 憶」を担う。これを Memory Cell と呼ぶことがある。 X σ σ （小論では、Memory Unit と呼んでいる） tanh



σ



ht-1



[ ht-1 , xt ]



xt



ht



LSTMが「記憶」を持つメカニズム Constant Error CarouselとForget Gate o かつて放棄されたRNNは、長い「記憶」を持つことができな かった。その主な理由は、RNNの状態が、毎ステップごとに、 ループの重みWによって書き換えられるからである。 o LSTMでは、Memory Cellのループの重みを１に固定する。 このループは、Back Propagationによって学習される重みを 持たないと考えればいい。これによって、何回ループを回って も、Memory Cell は書き換えられることがなくなる。「記憶」は、 持続する。これをConstant Error Carouselという。 o LSTMでの、もう一つの工夫は、ループの途中に、前の記憶を 「忘れる」装置を取り付けたことだ。これを Forget Gate と 呼ぶ。これは、ある時には、ループの重みがゼロになることに 相当する。 o これによって、LSTMは、前の「記憶」を忘れるだけでなく、新し い「記憶」に、「記憶」を更新できるようになった。



xt=tanh( 1・ht + W・xt-1 ) x 1 h ＋



-



次のような入力をあたえる。



RNNでの記憶の困難



初期の入力の符号（+-）で与えられた 情報を、このユニットは、記憶できるか？ Tが大きくなるにつれて、それは、極端に 難しくなる。



xt=tanh( 1・ht + W・xt-1 )
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ht



Ctのループの重みを1 に固定する Ctのループ



X



1



tanh



h



X



+ t --> t+1



xは、Wによって



X



毎回、書き換え られる



tanh [ ht-1 , xt ]



Constant Error Carousel



xｔ



t --> t+1



W=1



Ct = 1 ・ Ct-1 = 1 ・ Ct-2 = 1 ・ Ct-3 ........ = 1 ・ C2 = C1



ht



Ctのループの重みを1 に固定する Ctのループ



X tanh



X



+ t --> t+1



X



t --> t+1



W=1



tanh [ ht-1 , xt ]



Constant Error Carousel



xｔ



記憶は書き 換えられない



Forget Gate



ht



前の記憶を忘れる Ctのループ



X tanh



X



+ t --> t+1



X tanh [ ht-1 , xt ]



xｔ



t --> t+1



記憶を忘れ るGate



W=1



Ct = 1 ・ Ct-1 = 0 Ct-1= 1 ・ Ct-2 = 0 Ct-2 = 0 Ct-2 = 0 ・ Ct-3 Ct-3 = 1 ・ Ct-4 = M Ct-4 = 1 ・ Ct-5 = M Ct-5 = 1 ・ Ct-6 = M



Forget Gate



ht



新しい記憶に 更新する Ctのループ



X tanh



X



+ t --> t+1



X tanh



新しい記憶N に更新する 前の記憶M を消す



[ ht-1 , xt ]



xｔ



t --> t+1



W=1



Ct = 1 ・ Ct-1 = N Ct-1= 1 ・ Ct-2 = N Ct-2 = N Ct-2 = 0 ・ Ct-3 Ct-3 = 1 ・ Ct-4 = M Ct-4 = 1 ・ Ct-5 = M Ct-5 = 1 ・ Ct-6 = M



LSTMの振る舞いを可視化する



Ct-1



+



X



Ct LSTMの振る舞いを可視化するという点では、Andrej Karpathy の驚くべき仕事がある。ここでは、そのいくつかを tanh X 紹介したい。 http://goo.gl/mNqwCv
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LSTMの振る舞いを可視化する o LSTMの振る舞いを決めているのは、LSTMの「状態」である。 RSSでは、RSSの「状態」は、直前のRSSの「状態」と、現在の 「入力」で決定されていた。（それゆえ、毎回、更新される） o LSTMの「状態」を決めているのは、直前のLSTMの「状態」で も、現在の「入力」でもない。それを直接に決めているのは、 LSTMの「記憶」である。 o 先に見たように、LSTMの「記憶」は、一定期間持続し、ある時 には、別の「記憶」に書き換えられ、また持続する。 o LSTMの「記憶」の変化に対応して、LSTMの「状態」が変化す るので、LSTMの「状態」は、一定期間持続し、ある時には、別 の「状態」に書き換えられ、また持続する。 o こうして、LSTMの「状態」の変化に応じて、LSTMの振る舞い は、変化することになる。



ht 「状態」は、「記憶」 によって決まる。



X



状態 を生成



tanh



Ct-1



X



+



記憶 を生成



Ct



X tanh 入力 を生成



ht-1 X は、Gate



[ ht-1 , xt ]



xｔ



ht



非常に興奮



興奮していない 次上 の位 文 字つ のの 予候 測補



非常に興奮 次上 の位 文 字つ のの 予候 測補 非常に興奮



URLの 内部に いるとい う記憶



興奮していない



非常に興奮



興奮していない 次上 の位 文 字つ のの 予候 測補



非常に興奮



興奮していない



非常に興奮 次上 の位 文 字つ のの 予候 測補



興奮していない



非常に興奮



マークダウンの [[ ... ]]の 内部にいると いう記憶



文末に反応するCell



引用符””の内側のみに反応するCell



if 文の内側のみに反応するCell



式の深さに反応するCell



コメントと引用符に反応するCell



改行と ’)’ に反応するCell



しかし、ほとんど大部分のCellの反応は、 解釈不能である。 こんな感じ。



LSTM -- Gateを持つRNN
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o RNNは、基本的には、単純な三層構造を持つネットワークをユ ニットとして、その隣り合う隠れ層同士をフルコネクトで横につ なげたものだ。ただし、Feed ForwardのDNNのように、実際 に、ユニットを積み重ねるのではなく、隠れ層を結合する重み のパラメーターを共有し、再帰的にシステムを記述する。 o RNNの発展系LSTMも、こうしたRNNの基本的なアイデアを踏 襲している。ただ、組み合わせの基本となるユニットが少し複 雑な構成をしている。LSTMのユニットに導入された新しいアイ デアの中心にあるのが、今回、取り上げるGateである。 o LSTMの働きを理解するのに、Gateの働きの理解は必須であ るのだが、同時に、それは、LSTMの働きを理解する、最も早 い近道でもある。 o ここでは、RNNやLSTMの文脈を離れて、ニューラル・ネット ワーク上のGate回路について見てみようと思う。 o 次の図の左側が、Gateの構成をグラフで示したものである。 Gateは、入力（ In ）を出力（ Out ）に渡すのだが、その流れ をGateに与えられる第三の情報（ X ）でコントロールするのだ。



Gateを構成している二つの回路 o 一つの回路（図右下）は、Gateに与えられる情報 Xを、Gate を直接コントロールする情報 Controlに変える。もう一つの回 路は、Control 情報の元で、入力 In を出力 Out に変える。 o Gate内部で、XからControlを生成する回路（図右下）は、 Sigmoid関数を活性化関数とする一層のフルコネクトの ニューラル・ネットワークである。図中の四角の中に書かれたσ は、この層の活性化関数がSigmoidであることを表している。 ただし、この層の重み W やバイアス b は、この図では省略さ れている。 o ContorolとInから、Outを生成する回路（図右上）が行なって いるのは、簡単な演算である。二つの量を掛け合わせるだけ。 ただし、掛け合わせは、ベクトルの要素ごとに行われる。これ は、Hadamard積と呼ばれるものだ。



Gateのグラフ In



X



矢印に添えられ ているのは、そこ を流れるデータで ある



Out



In



X



Out



Control



Control



σ 多数のニューロン Ｘ



Control



σ 多数のニューロン X



ベクトルの要素ごとの積



σ



Sigmoidを活性化関数とした フルコネクトのニューロンの層



Ｘ



要素ごとの積（Hadamard 積） （ x１, x２, x３, ......., xｎ )・( y１, y２, y３, ......., yｎ ) = ( x1y1, x2y2, x3y3, , ....., xnyn ) x1 x2 x3



y1 y2 y3



x1 y1 x2 y2 ＝ x3 y3



xn



yn



xn yn



o こうして、Gateが行なっている働きは、次の二つの式で表すこ とができる。 Out = Control ・ In Control = σ( W ・ X + b) ただし、前者の積(・)は要素ごとのHadamard積、後者の積(・)は、行列 とベクトルの積である。



Controlは、典型的には（σの値を、0か1としている）、次のよう な形のベクトルである。 [ 0, 1, 1, 0, 1, ... , 1, 1, 0 ] これが、In のベクトルに、要素ごとに、掛け合わされる。



Gateのグラフ In



X



Out



Gateの式



Out = Control X In



Control



σ



Control = σ ( WX + b )



Ｘ Wは、この層の「重み」、Xは「入力」、 bは「バイアス」。この図では、W, bは 省略されている。



X



ベクトルの要素ごとの積



σ



Sigmoidを活性化関数とした フルコネクトのニューロンの層



Sigmoid関数の特徴 o Control信号を生成するのに、Sigmoid関数σが使われてい るのには理由がある。σ(x)は、0と1の間の値をとるのだが、x が正の時には、ほとんどのxについてσ(x)は、ほぼ 1となり、x が負の時には、ほとんどのxについてσ(x)は、ほぼ 0となる。 σ(x)は。 0と1の間の 値をとる。 大部分のxに 対して、 σ(x)は、 0または１の値を 取る。



Controlは、入力に対して要素ごとに作用する o こうして、（ほぼ）0,1からなるベクトルControlとベクトルIn と の、対応するi番目の要素ごとの積を考えると。 Controliが 0の時、Gateの出力のi番目の要素は、 Outi = Controli ・ Ini = 0 ・ Ini = 0 となり、情報は流れず、 Controliが 1の時、Gateの出力i番目の要素は、 Outi = Controli ・ Ini = 1 ・ Ini = Ini となり、情報はそのまま流れることになる。



Gateの要素ごとの振る舞い Controli＝０の時



Controli = 1の時



Controli X Ini =０ Ini



Controli X Ini = Ini Ini



X



X



Controli



Controli



σ Ｘ



σ 情報は流れない



Gate OFF
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情報はそのまま流れる



Gate ON



LSTMの構成を、別のスタイルで概観する ht



Ct-1



ht-1



X



+



Ct ここでは、LSTMの構成を概観しよう。 tanh 僕の作業上の都合で申し訳ないのだが、構成図のスタイル X が、ここから変わることになる。（ごめんなさい。後ろの部分を σ X σ 先に作ってあったので） tanh σ この図は、Colahの図を元に、僕が修正したものだ。 http://colah.github.io/posts/2015-08[ ht-1 , xt ] Understanding-LSTMs/ h t
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これまでの図式 Ct-1



状態 を生成



tanh X



+



記憶 を生成



Ct



X tanh 入力 を生成



ht-1 X は、Gate



[ ht-1 , xt ]



xｔ



ht



この図が、先の図と同じことを確かめよ。 記憶 を生成



Ct-1



X



状態 を生成



+ X



ht Ct



tanh X



tanh 入力 を生成 [ ht-1 , xt ]



ht-1 X は、Gate



xt



ht



LSTMを構成する三つのユニット Memory Unit Ct-1



Input Unit



Memory Unit X



+ X



Input Unit tanh [ ht-1 , xt ]



ht-1 X は、Gate



xt



Status Unit Status Unit



ht Ct
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LSTM Unit内部の三つのGate Forget Gate Ct-1



Forget Gate X



Input Gate
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Ct tanh



X Input Gate tanh



ht-1



Output Gate



[ ht-1 , xt ]
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Output X Gate
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LSTM Unit内部の三つのGateの詳細 Forget Gate Ct-1



Input Gate



Output Gate
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X



Ct tanh
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tanh [ ht-1 , xt ]
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これが、LSTMの回路図！
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tanh [ ht-1 , xt ]
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これらは、それぞれ多数のニューロンからなる



Ct-1



+



X



Ct tanh
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tanh [ ht-1 , xt ]
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LSTMの働きを詳細に見る
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LSTMを構成する三つのユニット Memory Unit Ct-1



Input Unit



Memory Unit



+
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Status Unit Status Unit
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tanh [ ht-1 , xt ]
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LSTMを構成する三つのユニットの働き o Input Unit 入力 xt と、前の層の状態 ht-1 から、Memory Unitへの入力を生成する。 o Memory Unit Input Unitが生成した入力と、前の層の記憶 Ct-1 から、記憶 Ct を生成・更新し、Status Unitへ渡す。 o Status Unit 層の記憶 Ct から、状態 ht を生成・更新し、出力 する。



LSTM Unit内部の三つのGate Forget Gate Ct-1



Forget Gate X



σ



ht-1



Input Gate



Output Gate
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Input Gate Output tanh Gate X
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LSTMを構成する三つのGateの働き o Input Gate 入力 xt と前の層の状態 ht-1 から、この情報を Memory Unitに渡すか否かをコントロールする。 o Forget Gate 入力 xt と前の層の状態 ht-1 から、 前の層の記 憶 Ct-1 を、Memory Unitに渡すか否かをコント ロールする。 o Output Gate 入力 xt と前の層の状態 ht-1 から、生成・更新され た状態 ht を出力するか否かをコントロールする。



Input Unit と Input Gateの働き Ct-1



σ ht-1



+



X



Ct tanh



X



σ



tanh



[ ht-1 , xt ]



xt



ht



σ



X



ht



Input Unit と Input Gateの働き Ct-1
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Input Gateの働き
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Input Gate tanh
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tanh [ ht-1 , xt ]
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Input Gateへの入力



ht



C~t = tanh ( Wc・[ ht-1 , xt ] + bc )
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[ ht-1 , xt ]



Input Gateの働き
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Input Gateのコントロール it = σ ( Wi・[ ht-1 , xt ] + bi )



Ct-1



ht-1



+



X



σ



0 または 1 のベクトル
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Ct tanh



C~t tanh
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Input Gateの働き
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Input Gateの出力 0 * C~ t または it * C~t 1 * C~t
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Input Gateの働き
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Input Unitの働き Memory Unit の内部入力1 it *
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を生成する
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Input Unit と Input Gateの働きを式で表す o Input Gateへの入力： C~t = tanh ( Wc・[ ht-1 , xt ] + bc ) o Input Gateのコントロール: it = σ ( Wi・[ ht-1 , xt ] + bi ) o Memory Unitへの入力１ Memory１ = it * C~t



Memory Unit と Forget Gateの働き ht
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Memory Unit と Forget Gateの働き Ct-1
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Forget Gateの働き
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Forget Gate X
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Forget Gateのコントロール ft = σ ( Wf・[ ht-1 , xt ] + bf )
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Forget Gateの出力 0 * C t-1 ft * Ct-1 1 * Ct-1または
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要素ごとに 0 ( Gate OFF ) Ct-1 ( Gate On )ht
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tanh [ ht-1 , xt ]



Forget Gate の働き
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Forget Gateの働き Memory Unit の内部入力2 ft * Ct-1を生成する
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Memory Unit の働き 入力1と入力2の値で、メモリーの値を更新する
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Memory Unit の働き



Ct = fi * Ct-1 + it * C~t
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Memory の値の更新 Ct-1
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Memory Unit と Forget Gateの働きを 式で表す o Forget Gateのコントロール： ft = σ ( Wf・[ ht-1 , xt ] + bf ) o Memory Unitへの入力１ （Input Gateから）： Memory１ = it * C~t o Memory Unit への入力２ （Forget Gateから）： Memory２ = ft * Ct-1 o Memory の値の更新: Ct = Memory１ ＋ Memory2 = fi * Ct-1 + it * C~t



Memory Cellの式 Ct = fi * Ct-1 + it * C~t の意味 o Forget Gateが閉じられていれば（すなわち fi = 0 の 時）、 Ct = it * C~t となる。 n Input Gateが閉じられていれば（すなわち ii = 0 の時）、 Memory Cellの値は、ゼロ・クリアされ、 n Input Gateが開いていれば(すなわち ii = 1 の時）、 Memory Cellの値は、Input Unitが生成した値 C~tに更新さ れる。



o Forget Gateが開いていれば（すなわち fi = 1 の時）、 Ct = Ct-1 + it * C~tとなる。 n Input Gateが閉じられていれば（すなわち ii = 0 の時）、 Memory Cellの値は、 Ct = Ct-1となり、メモリーの値は、保持 される。 n Input Gateが開いていれば(すなわち ii = 1 の時）、 Memory Cellの値は、 Ct = Ct-1 + C~t に更新される。



2つのGateとMemory Cellの動作 先の記述をまとめると、次のようになる。 Forget Gate OFF



Forget Gate ON



Input Gate OFF



メモリークリア



メモリー保持



Input Gate ON



メモリー更新



メモリー更新（混合）



ただ、Gateのコントローラの値は、完全に、０ または 1 の値 を取るとは限らないので（Sigmoid関数の出力だから）、この 表は、基本的な傾向を表していると考えた方が、いいかもしれ ない。



Status Unit とOutput Gateの働き ht



Ct-1



σ ht-1



+



X



Ct tanh



X



σ



tanh



[ ht-1 , xt ]



xt



σ



X



ht



Status Unit とOutput Gateの働き Ct-1
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Output Gateの働き
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Output Gateのコントロール ot = σ ( Wo・[ ht-1 , xt ] + bo )
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Output Gate の働き xt
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または のベクトル
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Output Gateの出力 Ot * tanh(Ct )
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要素ごとに 0 tanh(Ct)ht



0 * tanh(Ct) または 1 * tanh(Ct)
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Status を更新し、出力する
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tanh [ ht-1 , xt ]
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Ct tanh tanh( Ct ) ot X
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ht = ot * tanh( Ct )



Status Unit の働き



Status を更新し、出力する
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Status Unit とOutput Gateの働きを 式で表す o Output Gateのコントロール： ot = σ ( Wo・[ ht-1 , xt ] + bo ) o Output Gateの出力： ht = ot * tanh( Ct )



LSTM の働きを式で表す（まとめ） ht
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X



ht



3つのGate o Input Gateのコントロール: it = σ ( Wi・[ ht-1 , xt ] + bi ) o Forget Gateのコントロール： ft = σ ( Wf・[ ht-1 , xt ] + bf ) o Output Gateのコントロール： ot = σ ( Wo・[ ht-1 , xt ] + bo )



3つのユニット o Input Unit



入力： [ ht-1 , xt ]



出力： it * C~t (ただし、C~t = tanh ( Wc・[ ht-1 , xt ] + bc ))



o Memory Unit 入力１： it * C~t 入力２： ft * Ct-1 出力： it * C~t ＋ ft * Ct-1



o Status Unit 入力： tanh( Ct ) 出力： ht = ot * tanh( Ct )



LSTM のバリアント Ct-1



+



X



Ct LSTMには、いくつかのバリアントがある。ここは、先のColah のblogに依拠した。 tanh
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[ ht-1 , xt ]



xt
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ht



Peephole Gateが、メモリーの状態を利用できるようにしたもの



Forget Gate と Input Gate の結合



GRU(Gated Recurrent Unit) Forget Gate と Input Gateを一つにまとめ（Update Gate) 「状態」と「記憶」をマージする。その他の改良を加える。 元のLSTMより、構造が単純になる。最近、よく使われている。



Appendix



参考資料



Appendix Agenda o TensorFlowでのLSTMの定義 o TensorFlowでのLSTMの定義(Python) o CNTKでのLSTMの定義 o MXNetでのLSTMの定義 o TensorFlow FoldでのLSTMの記述



TensorFlowでのLSTMの定義
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Ct tensorflow/tensorflow/contrib/rnn/kernels /lstm_ops.h tanh X



σ σ https://goo.gl/kpxeA6 tanh σ ht-1
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TensorFlowでのLSTMの定義(Python) ht
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Ct tensorflow/tensorflow/contrib/rnn/python/ ops/core_rnn_cell_impl.py tanh
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https://goo.gl/WsmjBK [ ht-1 , xt ]
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X
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CNTKでのLSTMの定義
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X
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Ct(CNTK) A Microsoft Computational Network Toolkit Tutorial Given at NIPS 2015 tanh Workshops より X



σ σ https://goo.gl/ooflme tanh σ ht-1
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Peepholeあり 𝑾(#∗) 𝒄'()



これは、CNTKの サンプルだが、グ ラフだけでは、全 容を把握するのは 難しい。



Peephole



MXNetでのLSTMの定義
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以下略



TensorFlow FoldでのLSTMの記述 ht
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hierarchical LSTM



LSTM Cell this definition for the illustrative purposes only
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