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SLAM. El ﬁltro de Kalman  Modelo de movimiento.  Modelo de observación.  Ecuaciones del EKF. 



3.   EJEMPLO  –  –  –  – 



Ruido en el movimiento.  Ruido en la observación.  Asociación de datos.  Convergencia  y divergencia del ﬁltro 



1 INTRODUCCIÓN 



SLAM 



•  Localización  •  Mapping  •  Simultaneous LocalizaVon and Mapping 



LOCALIZACIÓN: ALGORITMO  •  El proceso de Localización seguirá este esquema:  1.  El robot se muevemodelo de movimiento aumenta  incerVdumbre 



bel− (x t ) = p(x t | z1:t−1,u1:t ) =



∫ p(x



t



| x t−1,ut ) bel(x t−1 ) dx t−1



2.  El robot obVene una observación  modelo de  observación se reduce la incerVdumbre. 



€



bel(x t ) = p(x t | z1:t ,u1:t ) = η ⋅ p(zt | x t )bel− (x t ) 3.  Vuelta a 1. 



€



FILTRADO BAYESIANO  •  Se aplico este ﬁltrado a la esVmación de la posición  del robot.  •  Podemos extenderlo a la esVmación de la pose y el  mapa (SLAM): 



bel− (x t ,m) = p(x t ,m | z1:t−1,u1:t ) =



∫ p(x



t



| x t−1,ut ) bel(x t−1,m) dx t−1



bel(x t ,m) = p(x t ,m | z1:t ,u1:t ) = η ⋅ p(zt | x t ,m)bel− (x t ,m)



SLAM  •  La construcción de mapas es un problema de  gran importancia   •  Mapas necesarios para navegar.  •  Se plantea la construcción de un mapa en  base a:  •  Las lecturas de odometría del robot.  •  Las observaciones realizadas por los  sensores.  •  Si conocemos la pose del robot (p.e. GPS) la  construcción del mapa es trivial.  7 



SLAM 



•  Pero la pose no es conocida y la odometría no es  ﬁable.  •  Mismo mapa sin SLAM. 



8 



Aplicaciones de SLAM  Indoors



Undersea



Space



Underground



9 



Planteamiento del problema  Consideramos un robot que explora un entorno estático (y desconocido)



  Datos de parVda  –  Odometría del robot (acciones de control)  –  Observaciones de los sensores 



  EsVmar  –  Mapa del entorno  –  Camino del robot  10 



SLAM  •  Todos los algoritmos de SLAM se van a  clasiﬁcar en base a:  •  Tipo de mapa a esVmar.   •  Tipo de sensores uVlizados (laser, SONAR, cámaras).  •  Representación de la probabilidad y  aproximaciones realizadas.  •  Online SLAM o full SLAM  •  Nos vamos a centrar en: 



•  EKF‐SLAM, basado en un ﬁltro de  Kalman. 



•  FastSLAM, basado en un ﬁltro de  pargculas. 



11 



Mapas  •  Mapas de ocupación o scans 



•  Mapas basados en landmarks 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SLAM basado en landmarks 



•  Vamos a centrarnos ahora en este problema.  •  El vehículo obVene medidas relaVvas de distancia a  13  landmarks. 



Online SLAM y full SLAM  •  Online SLAM: esVmación de la pose actual y del  mapa. 



p(x t ,m | z1:t ,u1:t ) –  Importante: las esVmaciones xt‐1, xt‐2… se descartan.  –  Ejemplo: EKF‐SLAM 



€ •  Full SLAM: se plantea la esVmación de la probabilidad  sobre el camino y el mapa. 



p(x1:t ,m | z1:t ,u1:t ) –  Nótese que la esVmación es sobre un estado con un gran  número de dimensiones. 



€



Online SLAM y full SLAM  •  Online SLAM: 



•  Full SLAM: 



¿Por qué es un problema complejo? I  LOCALIZACIÓN: el mapa es conocido, estimamos el camino. SLAM: el camino y el mapa son desconocidos.



16 



¿Por qué es un problema complejo? II 



• El mapa se esVma a parVr de la pose del robot.  • Si cometemos un error en la pose inducirá un error  en la posición de las landmarks  • En resumen: un error en la pose da lugar a un error  en el mapa y viceversa, chicken and egg problem.  17 



¿Por qué es un problema complejo? II 



•  Dicho de otra manera:  •  Localización‐>p(x, y, θ), 3 dimensiones  •  SLAM‐> p(x, y, θ,mapa), ++ dimensiones   18 



¿Por qué es un problema complejo? III  •  El problema de la asociación de datos (Data  Associa9on Problem).  •  ¿qué landmark generó mi observación? 



19 



¿Por qué es un problema complejo II? 



Incertidumbre en la pose.



•  Es un problema complejo, debido a la incerVdumbre  sobre la pose del robot.  •  El resultado del SLAM depende de las asociaciones  realizadas, ya que elegir asociaciones incorrectas da  lugar a errores en el mapa (y por tanto en la pose).  20 



2 SLAM CON EL FILTRO DE KALMAN 



EKF‐SLAM  •  Historia:  •  1990, Smith y Cheeseman.  •  “Tecnología” veterana para la esVmación  de procesos observables (R. Kalman, 1960).  •  Considera la esVmación de un estado  afectado de ruido gaussiano N(0, Qv) que…  •  Es observable indirectamente mediante  unas medidas afectadas de ruido gaussiano  N(0, R)  •  Supone un modelo de movimiento y  observación lineal (“linealizados” en el  EKF).  22 



Gaussianas  µ



-σ



σ



µ



Multivariable



Propiedades de la distribución  gaussiana 



Gaussianas mulVvariables 



FILTRADO BAYESIANO  bel− (x t ,m) = p(x t ,m | z1:t−1,u1:t ) =



∫ p(x



t



| x t−1,ut ) bel(x t−1,m) dx t−1



bel(x t ,m) = p(x t ,m | z1:t ,u1:t ) = η ⋅ p(zt | x t ,m)bel− (x t ,m) •  Si representamos las probabilidades de forma  gaussiana, entonces estas ecuaciones Venen una  solución cerrada: 



Estructura del problema de SLAM  basado en landmarks 



27 



EKF‐SLAM  •  Estado a esVmar:  •  Ecuación de transición del estado: 



•  Donde                   es un vector de ruido  gaussiano no correlado  •  Posición de la landmark i en el entorno:  •  Entorno estáVco:   28 



EKF‐SLAM: Modelo de transición  •  Estado aumentado:  •  Ecuación de transición completa: 



29 



EKF‐SLAM: Modelo de observación  •  Modelo de observación (indirectamente observable): 



•  Con ruido gaussiano            de media nula y  cov.  •  Asumimos la asociación de datos conocida!  



30 



FILTRO DE KALMAN: ESTIMACIÓN  •  PROCESO DE ESTIMACIÓN:  •  PREDICCIÓN.  •  OBSERVACIÓN.  •  ACTUALIZACIÓN. 



31 



FILTRO DE KALMAN: ESTIMACIÓN  •  PREDICCIÓN. 



32 



EKF‐SLAM  •  Mapa con N landmarks: Matriz P con(3+2N)‐ dimensiones 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FILTRO DE KALMAN: ESTIMACIÓN  •  OBSERVACIÓN. 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FILTRO DE KALMAN: ESTIMACIÓN  •  ACTUALIZACIÓN: 



•  Ki, recibe el nombre de ganancia de  Kalman. 



•  P converge.  35 



FILTRO DE KALMAN: ESTIMACIÓN  •  NOTA: Modelo de movimiento lineal, modelo de  observación lineal.  •  En el caso no lineal: 



36 



FILTRO DE KALMAN: ESTIMACIÓN  •  Donde se aproxima el movimiento y observación de  forma lineal: 



37 



FILTRO DE KALMAN: LIMITACIONES  •  •  •  • 



MAPA BASADO EN LANDMARKS.   MODELOS LINEALES: Se comete un error en el proceso.  RUIDO GAUSSIANO: No Vene por qué ser cierto.  UNA ÚNICA HIPÓTESIS: Sup. que vemos dos landmarks  idénVcas y nos localizamos respecto de ellas (p.e. dos  puertas), la distribución de probabilidad sobre la pose  no es unimodal. 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ASOCIACIÓN DE DATOS 



ASOCIACIÓN DE DATOS 



Incertidumbre en la pose.



•  Asociar las medidas con las landmarks que las  originaron. 



40 



ASOCIACIÓN DE DATOS  •  Planteamiento: Dado un conjunto de observaciones  sobre landmarks  



z(k) = {z1 (k),z2 (k),...,zB (k)} •  Asociar cada una de ellas a una de las landmarks del  mapa 



€
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ASOCIACIÓN DE DATOS  •  Una de las soluciones consiste en asignar cada medida  al vecino más cercano. ¿distancia euclídea?  •  Calculamos la innovación: 



•  Para, a conVnuación calcular la distancia de  Mahalanobis sobre las marcas del mapa: 



42 



ASOCIACIÓN DE DATOS  •  La distancia de Mahalanobis está relacionada con una  distribución Chi2 con d grados de libertad. 



•  Donde alfa nos indica el grado de conﬁanza (95% gp.)  •  Seleccionar i, j, tal que se minimice.  •  O se crea una landmark nueva. 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ASOCIACIÓN DE DATOS  •  Planteamiento: Dado un conjunto de observaciones  sobre landmarks 



•  Se comete un error en el proceso.  •  RUIDO GAUSSIANO: No Vene por qué ser cierto.  •  UNA ÚNICA HIPÓTESIS: Sup. que vemos dos landmarks  idénVcas y nos localizamos respecto de ellas (p.e. dos  puertas), la distribución de probabilidad sobre la pose  no es unimoda. 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ASOCIACIÓN DE DATOS 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3 EJEMPLO 



EJEMPLO  •  Modelo de movimiento 



x˙ t  v t cos(θ t )     ˙ y t  = v t sin(θ t )  θ˙t   ω t  •  De forma discreta, lo podemos representar como: 



x(k + 1)  x(k) + ΔT ⋅ v t ⋅ cos(θ (k)) €     y(k + 1) =  y(k) + ΔT ⋅ v t ⋅ sin(θ (k))  θ (k + 1)   θ (k) + ΔT ⋅ ω t 47 



EJEMPLO  •  Modelo de observación: 



 ( p − x(k)) 2 + ( p − y(k)) 2  ix iy  r(k)     ( piy − y(k))  z(k) =  =  φ (k)  atan  − θ (k)   ( pix − x(k))   



€
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FILTRO DE KALMAN: ESTIMACIÓN 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FILTRO DE KALMAN: ESTIMACIÓN  •  Donde se aproxima el movimiento y observación de  forma lineal: 



50 



EKF‐SLAM: INICIALIZACIÓN  •  Suponemos (x, y, theta)=(0, 0, 0) 



P =



 0 0 0  0 0  0  0 0 0   σ xl1 σ yl1 σθl1  σ xl2 σ yl2 σθl2      σ σ σ  xlN ylN θlN



σ xl1 σ yl1 σθl1 σ l21 σ l1 l2  σ l1 lN



σ xl2 σ yl2 σθl2 σ l1 l2 σ l22  σ l2 lN



 σ xlN    σ ylN   σ θl N    σ l1 lN   σ l2 lN       σ l2N  51 



€



FILTRO DE KALMAN: SIMULACIÓN  •  Mapa: (Ground truth) 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FILTRO DE KALMAN: SIMULACIÓN  •  Mapa: (Ground truth) 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FILTRO DE KALMAN: SIMULACIÓN  •  En Rojo Ground truth, posición verdadera de las  landmarks.  •  Verde: observaciones.  •  Azul: Posición de las marcas hasta el momento. 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FILTRO DE KALMAN: SIMULACIÓN  •  Mapa: (Ground truth) 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FILTRO DE KALMAN: SIMULACIÓN  •  Asociación de datos: CompaVbilidad uno a uno Chi2 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FILTRO DE KALMAN: SIMULACIÓN  •  Asociación de datos: Solución usando NN 



57 



FILTRO DE KALMAN: SIMULACIÓN  •  Iteraciones del ﬁltro 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FILTRO DE KALMAN: SIMULACIÓN  •  Iteraciones del ﬁltro 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FILTRO DE KALMAN: SIMULACIÓN  •  Iteraciones del ﬁltro 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FILTRO DE KALMAN: SIMULACIÓN  •  Iteraciones del ﬁltro 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FILTRO DE KALMAN: SIMULACIÓN  •  Iteraciones del ﬁltro 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FILTRO DE KALMAN: SIMULACIÓN  •  Iteraciones del ﬁltro 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FILTRO DE KALMAN: SIMULACIÓN  •  Iteraciones del ﬁltro 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FILTRO DE KALMAN: SIMULACIÓN  •  Iteraciones del ﬁltro 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FILTRO DE KALMAN: SIMULACIÓN  •  Iteraciones del ﬁltro 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FILTRO DE KALMAN: SIMULACIÓN  •  Iteraciones del ﬁltro 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FILTRO DE KALMAN: SIMULACIÓN  •  Iteraciones del ﬁltro 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FILTRO DE KALMAN: SIMULACIÓN  •  Iteraciones del ﬁltro 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FILTRO DE KALMAN: SIMULACIÓN  •  Iteraciones del ﬁltro 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